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บทคัดยอ 
ปญหาที่สําคัญสําหรับการจัดกลุมขอมูลอนุกรมเวลาคือการไมทราบจํานวนกลุมที่เหมาะสมในการจัดกลุม 

โดยเฉพาะอยางยิ่งขอมูลอนุกรมเวลาที่ไมทราบกลุมที่แทจริง ขอมูลอนุกรมเวลาเปนขอมูลที่มีคุณสมบัติที่นาสนใจ
หลายอยาง ท้ังขนาดขอมูล รูปรางของอนุกรม โครงสราง หรือโมเดล เปนตน คุณสมบัติเหลานี้สามารถทําใหอนุกรม
เวลาถูกจัดกลุมไดแตกตางกัน สองเทคนิคพื้นฐานที่นิยมใชในการพิจารณาจํานวนกลุมท่ีเหมาะสมสําหรับการจัดกลุม
โดยทั่วไปไดแก ซิลลูเอ็ต และคาผลรวมความผิดพลาด ซึ่งไมเพียงพอสําหรับการจัดกลุมขอมูลอนุกรมเวลา                
ในงานวิจัยนี้ไดนําเสนอวิธีการสําหรับตรวจสอบความเหมาะสมของการจัดกลุมขอมูลอนุกรมเวลา โดยอาศัย ซิลลูเอ็ต 
และคาผลรวมความผิดพลาดเปนพื้นฐาน รวมกับการแทนอนุกรมเวลาดวยตัวแทนขององคประกอบ ในการทดลองใช
ทั้งขอมูลสังเคราะหและขอมูลจริงจํานวนทั้งหมด 3 ชุดขอมูล เปรียบเทียบผลการทดลองกับวิธีการวัดความคลายคลึง 
6 วิธี และจัดกลุมดวยเทคนิคแบบลําดับชั้น และแบบแบงแยก ผลการวิจัยพบวาวิธีที่นําเสนอสําหรับใชตรวจสอบ
จํานวนกลุมที่เหมาะสมจะใหผลสอดคลองกันท้ังซิลลูเอ็ต และผลรวมความผิดพลาด รวมท้ังมีความคลายคลึงกันอยาง
มีความหมาย 
 

คําสําคัญ :  การจัดกลุมขอมูลอนุกรมเวลา  จํานวนกลุมที่เหมาะสม  ตัวแทนอนุกรมเวลา  ซิลลูเอ็ต   
 ผลรวมความผิดพลาด 
 

Abstract 
A key issue for the clustering of time-series dataset is not being aware of the appropriate 

number of clusters. In particular, the true cluster of most time-series is not known. There are 
many interesting properties of time-series data such as scale, shape, structure, model and others. 
These features can make the different results in clustering of time-series. Two basic techniques 
used to determine the appropriate number of clusters in general are the silhouette and the sum 
of squared error, which are not enough for considering clusters of time-series data. In this 
research, we present a method for evaluating the suitability of cluster by using the silhouette and 
the sum of squared error. Furthermore, we integrate evaluation method with the designated 
representation using agent of time-series components. The experimentation uses both synthetic 
and 2 sets of real time-series data to compare the results of partitioning clustering and 
hierarchical clustering with 6 similarity measures. The results of our proposed evaluation method 
showed that the number of clusters was in accordance with the silhouette and the sum of 
squared error. Moreover the similarity was meaningful. 

 

Keywords :  Time-series clustering;  Appropriate number of clusters;  Representation;  Silhouette; 
 Sum of Squared Error 
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1. บทนํา  
 ในยุคที่พัฒนาการดานการประมวลผลขอมูลและ
การจัดเก็บขอมูลมีศักยภาพสูงขึ้น จึงมักจัดเก็บขอมูลไว
เปนชวงระยะเวลายาวนานขึ้นพบไดจากการประยุกตใช
ในงานหลายแขนงที่เริ่มมีการจัดเก็บขอมูลในรูปแบบ
อนุกรมเวลา (Time-series) ตัวอยางเชน ขอมูลการ
ข าย  (Sale Data) ข อ มู ล ราค าหุ น  (Stock Prices) 
ขอมูลสภาพอากาศ (Weather Data) การตรวจวัดทาง
ชีวะการแพทย (Biomedical Measurements) (เชน 
ความดันโลหิตและการวัดคลื่นไฟฟา) ขอมูลชีวภาพ 
(Biometrics Data) (เชน ขอมูลรูปภาพเกี่ยวกับการ
จดจําใบหนา) เปนตน [1] ลักษณะสําคัญของขอมูล
อนุกรมเวลา คือ เปนขอมูลขนาดใหญ  มิติสูงและ
ซับซอน ซึ่งเปนความทาทายอยางยิ่งสําหรับการขุด
คนหาความรูที่ซอนอยูในขอมูลเหลานี้ดวยหลากหลาย
วิ ธี ก าร  เช น  วิ ธี  Subsequence Matching [2], [3] 
Anomaly Detection แ ล ะ  Motif Discovery [3] 
ลักษณะงานที่ศึกษา เชน Clustering, Classification 
[4], Visualization [5], Segmentation [6], 
Identifying Patterns, Summarization [7] แ ล ะ 
Forecasting เปนตน นอกจากนี้ยังมีงานวิจัยอีกมากที่
พยายามปรับปรุงวิธีการเหลานี้ใหดีขึ้น [8], [9] อีกดวย 
 ก ารจั ด ก ลุ ม ข อ มู ล  (Data Clustering) เป น
เทคนิคการเรียนรูของเครื่องจักรแบบไมมีผู สอน 
(Unsupervised Learning) [10], [11] โดยมีหลักการ
บนพื้นฐานที่วา ขอมูลที่ถูกจัดใหอยูในกลุมเดียวกัน
จะตองมีลักษณะที่คลายคลึงกันมาก ในขณะที่ขอมูลคน
ละกลุมยอมคลายคลึงกันนอยกวา [12] ซึ่งอัลกอริทึมที่
ใชจะไมรูคลาสเปาหมายมากอน เปนผลใหงานจัดกลุม
ขอมูลอนุกรมเวลามีประเด็นปญหาที่นาศึกษาหลาย
สวนดวยกัน ประการแรกคือการหามาตรวัดที่เหมาะสม
สํ า ห รั บ วั ด ค ล า ย ค ลึ ง /ต า ง กั น  (Similarity / 
Dissimilarity Measure) ของแตละอนุกรม โดยอาจใช
วิธีการวัดระยะหาง ตรวจสอบความคลายคลึงของ
รูปราง หรือตรวจจับลักษณะเดนที่เกิดขึ้นบอยเปนตน 
ซึ่งมาตรวัดแตละแบบยอมใหผลแตกตางกัน ประการที่
สองคือการไมทราบจํานวนกลุมที่เหมาะสม (หรือคา k) 
สําหรับใชในเทคนิคการจัดกลุม โดยเฉพาะในขอมูลที่
ยากตอการจําแนก เชน ขอมูลน้ําทา (Runoff Data) ที่

จัดเก็บอยางตอเนื่องในชวงระยะเวลาหนึ่งทําใหยากตอ
การจัดกลุมขอมูลที่รวบรวมไวดวยวิธีการโดยทั่วไปได 
หรือขอมูลการตรวจวัดทางชีวะการแพทย เชน ขอมูล
คลื่นไฟฟาหัวใจ (ECGs) ที่ตองวินิจฉัยดวยผูเชี่ยวชาญ
เฉพาะซึ่งอาศัยการตรวจจับสัญญาณที่ผิดปกติ เปนตน 
สําหรับเทคนิคพื้นฐานที่นิยมใชในการพิจารณาจํานวน
กลุมที่เหมาะสมสําหรับการจัดกลุม ไดแก ซิลลูเอ็ต 
(Silhouette) [13] และคาผลรวมความผิดพลาด (Sum 
of Squared Errors: SSE) [12] มี ง าน วิ จั ย ที่ ศึ ก ษ า
เทคนิคการตรวจสอบผลการจัดกลุมขอมูล (Clustering 
Validity) เ พื่ อ ห า จํ า น ว น ก ลุ ม ที่ เ ห ม า ะ ส ม 
(Appropriate Number of Cluster) สําหรับการจัด
กลุมขอมูลดวยอัลกอริทึมแบบ k-Means [14] โดยใช 
ซิลลูเอ็ตและคาผลรวมความผิดพลาด ซึ่งพบวากลุมที่
เหมาะสมจะใหผลสอดคลองกันทั้งสองวิธ ี
 ประการสุดทายคือการจัดการกับขอมูลขนาด
ให ญ  มิ ติ สู งแ ล ะมี ค วาม ซั บ ซ อน ที่ มั ก ส งผล ต อ
ประสิทธิภาพในการจัดกลุม ซึ่งหัวใจของความสําเร็จ
อยางหนึ่งสําหรับปญหานี้คือ การแทนขอมูลที่ดี [15] 
นั่นคือการเลือกใชคุณลักษณะที่มีประโยชน หรือแปลง
ขอมูลใหอยู ในรูปแบบที่เหมาะสม โดยหากตัวแทน
ขอมูลที่ใชไมดีพออาจกอปญหาทําใหการจัดกลุมขอมูล
อนุกรมเวลามีคุณภาพต่ําไดโดยเฉพาะในการจัดกลุม
แบบแบงแยก (Partitioning Approaches) อยาง k-
Means และ k-Medoids [16] ซึ่งถือเปนเทคนิคการ
จัดกลุมขอมูลที่นิยมใชงานกันอยางกวางขวาง สวนการ
จัดกลุมแบบลําดับชั้นจะมีประโยชนมากสําหรับจัดกลุม
ขอมูลอนุกรมเวลาในเรื่องของการแสดงผลของการจัด
กลุม  [17], [18] และลักษณ ะเดนที่ ไม จํ าเปนตอง
กําหนดจํานวนกลุมไวกอนลวงหนา ซึ่งถือเปนจุดแข็ง
ของการจัดกลุมแบบลําดับชั้น นอกจากนี้การจัดกลุม
ขอมูลอนุกรมเวลาแบบลําดับชั้นยังเปนวิธีที่ทํางานไดดี
กับอนุกรมเวลาที่มีขนาดไมเทากันอีกดวย [1] ซึ่งมี
ความเปนไปไดในการจัดกลุมขอมูลอนุกรมเวลาที่มี
ขนาดไม เทากันหากมีการเลือกใชวิธีการวัดความ
คลายคลึง/ตาง ที่ เหมาะสมเชนวิธี Dynamic Time 
Warping [19], [20] จะสามารถชวยใหการจัดกลุม
อนุกรมเวลามีคุณภาพดีได 
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 จากประเด็นปญหาที่กลาวมาขางตน งานวิจัยนี้
จึงนําเสนอวิธีการตรวจสอบความเหมาะสมของการจัด
กลุมขอมูลอนุกรมเวลา โดยใช ซิลลูเอ็ตและคาผลรวม
ความผิดพลาดเปนฐาน รวมกับการแทนอนุกรมเวลา
แบบใหม โดยใชตัวแทนองคประกอบของอนุกรมเวลา 
ซึ่งในการทดลองมีการใชทั้งขอมูลสังเคราะหและขอมูล
จริงจํานวนทั้งหมด 3 ชุดขอมูล โดยเปรียบเทียบผลการ
จัดกลุมขอมูลระหวางขอมูลดั้งเดิม (Raw Time-series) 
กับ ตัวแทนอนุกรมเวลา (วิธีที่นําเสนอ) ดวยการใช
มาตรวัดความคลายคลึง 6 วิธี และใชการจัดกลุมดวย
เทคนิคแบบลําดับชั้น และแบบแบงแยก 
  
2. วัสดุอุปกรณและวิธีการวิจัย  
 ทฤษฎีที่ใชในงานนี้ไดแก การแทนอนุกรมเวลา 
ก ารวัดความคล าย คลึ ง/ต า ง  ขอ งอนุ ก รม เวล า 
อัลกอริทึมสําหรับจัดกลุมขอมูล ไดแก เค-มีนส เค-มี
ดอยส เอชคลัสต (Hclust) และพีดีซี และสวนสุดทาย
คือวิธีประเมินผลการจัดกลุม ไดแก ซิลลูเอ็ต และคา
ผลรวมความผิดพลาด รายละเอียดอธิบายไดดังน้ี 
2.1 การแทนขอมูลอนุกรมเวลา 
 วิธีการแทนขอมูล (Representation Method) 
อนุกรมเวลา หรือเรียกวาการลดมิติ เปนขั้นตอนปกติ

สําหรับงานจัดกลุมขอมูลอนุกรมเวลาประเภท Whole 
Time-series Clustering ซึ่งมักดําเนินการดวยหลาย
สาเหตุ เชน ความตองการลดการใชหนวยความจําใน
การประมวล เพื่อใหการคํานวณระยะในการจัดกลุมเร็ว
ขึ้น [7], [21] หรือเพื่อปองกันการวัดระยะบางวิธีที่
ออนไหวมากกับรูปแบบที่ผิดปกติ  [22], [23] จากการ
ทบทวนงานวิจัยพบวาการแทนอนุกรมเวลาแบงเปน 4 
ประเภท [7], [23]-[25] ไดแก 1) วิธีแบบปรับขอมูล 
(Data Adaptive) 2) วิธีแบบไมปรับขอมูล (Non-Data 
Adaptive) 3) วิธีแบบใชโมเดล (Model-based) และ 
4) วิ ธีแบบบั งคั บข อมู ล  (Data Dictated) สํ าห รับ
ประเภทที่ 1 และ 2 มีนักวิจัยไดนําเสนอเทคนิคการ
แทนอนุกรมเวลาไวมาก ดัง (Figure 1) ที่แสดงผัง
เทคนิคยอยสําหรับการแทนอนุกรมเวลา ดวยวิธีแบบ
ปรับขอมูล และวิธีแบบไมปรับขอมูล 
 วิธีแทนอนุกรมเวลาแบบไมปรับขอมูลเปนวิธีที่
เหมาะกับอนุกรมเวลาที่มีความยาวเทากัน มีการวัด
ความคลายคลึงอยางตรงไปตรงมา ซึ่งชวยใหเกิดการจัด
กลุมอยางมีความหมายได 
 
 

 

 
 

Figure 1. A Hierarchy of the various Time-series Representations in the literature [30]. 
 

 เนื่องจากหากเลือกใชตัวแทนที่ไมดีเพียงบางสวน 
(Subsequence Time-series) มาจัดกลุม และยังวัด
ความคลายคลึงดวยมาตรวัดที่ไมเหมาะสมรวมดวย จะ
เปนผลใหการจัดกลุมอนุกรมเวลาขาดความหมายได 
[2], [22] ตัวอยางวิธีแทนอนุกรมเวลาแบบไมปรับขอมูล
ไ ด แ ก  HAAR, DAUBECHIES, Symlets, Discrete 
Wavelet Transform (DWT), Spectral Chebyshev 

Polynomials [26], SpectralDFT [27], Random 
Mappings [28i], Piecewise Aggregate 
Approximation (PAA) [21] แ ล ะ Indexable 
Piecewise Linear Approximation (IPLA) [29] 

ในงานวิจัยนี้จึงไดนําเสนอวิธีแทนอนุกรมเวลา
โดยกระทํากับขอมูล Whole Time-series ดวยวิธีการ
วิเคราะหแยกองคประกอบอนุกรมเวลา เพื่อพัฒนา
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วิธีการแทนอนุกรมเวลาที่สามารถชวยใหจัดกลุมขอมูล
อนุกรมเวลาไดอยางเหมาะสม และจัดกลุมอยางมี
ความหมาย โดยอาศัยการตรวจสอบความเหมาะสม
ดวยซิลลูเอ็ต ผลรวมคาความผิดพลาด และแผนภาพ
การจัดกลุม 

 
2.2 การวัดความคลายคลึง/ตาง ของอนุกรมเวลา 
 การจัดกลุมขอมูลอนุกรมเวลาจะอาศัยมาตรวัด
ระยะระดับสูง ซึ่งมีหลายมาตรวัดที่ใชสําหรับการแทน
อนุกรมเวลา วิธีที่งายที่สุดสําหรับวัดระยะระหวางสอง
อนุกรมเวลาคือการใชขอมูลอนุกรมเวลาเชิงเดี่ยว 
(Univariate) และวัดระยะระหวางขอมูลอนุกรมเวลา
ทุกจุดเวลาดวยมาตรวัดที่เหมาะสม [1] สําหรับวิธีการ
ของการวัดระยะในขอมูลอนุกรมเวลานั้นมีนักวิจัยได
ศึกษาและนําเสนอวิธีการวัดระยะไวมากมาย [1], [31] 
การเลือกใชวิธีการวัดระยะที่ เหมาะสมขึ้นอยู กับ
คุณลักษณะ ขนาด การแทนขอมูล และวัตถุประสงค
การจัดกลุม สําหรับมาตรวัดที่นํามาใชในงานวิจัยนี้มี 5 
กลุม [31] กําหนดใหเปน XT และ YT เปนอนุกรมเวลา 
2 ชุดท่ีตองการวัดความคลายคลึง รายละเอียดมาตรวัด
แตละกลุม นิยามไดตอไปดังนี ้[31] 

1) มาตรวัดตาม Raw Data ไดแก 
มาตรวัดระยะแบบ Euclidean Distance หรือ 

Minkowski Distance (diss.EUCL) ห รื อ  Lq-norm 
Distance เมื่อ ��� คือระยะระหวางอนุกรมเวลา X 
และ Y ที่จุดเวลา t = 1 ถึง T ดวยมาตรวัด Minkowski 
Distance นิยามไดดังสมการที่ 1 

 

���(��, ��) = ��(�� ��)
�

�

���

�

�/�

 (1) 

 

โดยที่มี q = 1 คือ Manhattan Distance, q = 2 คือ 
Euclidean Distance แ ล ะ เ มื่ อ  q = ∞ คื อ 
Chebyshev Distance 

มาตรวัด  Dynamic Time Warping Distance 
หรื อ  DTW Distance (diss.DTW) คื อการวัดความ
คลายของรูปราง � ในอนุกรมเวลา ดวยการวัดระยะ
ระหวางสองลําดับยอยของเวลา (���, ���) กําหนดให 
�= ((���, ���), … , (��� , ��� )), M คื อ  เซ ต ข อ ง

ลําดับที่เปนไปไดทั้งหมด m คู ดังนั้น ����  คือ DTW 
Distance ที่ใกลที่สุดนิยามไดดังสมการที่ 2 

 

���� (��, ��) = min
�∈�
� � |��� ���|

���,… �

� (2) 

 
2) มาตรวัดตามคาบเวลา ไดแก 
ม าต ร วั ด ต า ม ค าบ เว ล า  จ ะ มี  Integrated 

Periodogram Based Dissimilarity (diss.IN.PER) 
เปนมาตรวัดที่ใชหาความคลายคลึงของอนุกรมเวลาที่
ทํางานไดแบบบูรณาการทั้งกรณีปกติทั่วไป สนใจ
โครงสรางความสัมพันธ และมีความแปรปรวน เมื่อ ���  
และ ���  คือ Integrated Periodogram ของ XT และ 
YT ดังนั้น ความคลายคลึงของอนุกรมเวลาทั้งสองนิยาม
ไดดังนี ้

 

���(��, ��) = � ���� (�) ��� (�)�
�

��

�� (3) 

 

โดย 
��� ���� = ���

�� ∑ ��� (��
�
��� ) แ ล ะ  ��� ���� =

���
�� ∑ ��� (��

�
��� ) ที่ ใ ช  ��� = ∑ ��(��)� , ��� =

∑ ��� (��)�  กรณี Normalized และใช ��� = ��� = 1 
กรณี non-Normalized คาบเวลา และเมื่อ 

��� (��) = �
���∑ ���

������
��� �

� และ 
��� (��) = �

���∑ ���
������

��� �
� คือคาบเวลา

ของ XT และ YT ตามลําดับ และมี �� = 2��/� ที่ 
� = 1, … , � โดยที่  � = [(� 1)/2] 
 

3) มาตรวัดตาม Values และ Behavior ไดแก 
มาตรวัดที่วัดความคลายคลึงของ คาที่สังเกตหรือ

พฤติกรรม ซึ่งในงานนี้ใชการวัดพฤติกรรม ดวยการ
ประเมินจากคาเฉลี่ ยของ Temporal Correlation 
Coefficient (diss.CORT) เ มื่ อ กํ า ห น ด ใ ห 
����(��, ��) คือความคลายคลึงของพฤติกรรมของ
อนุกรมเวลา XT และ YT ซึ่งนิยามไดดังสมการที่ 4 
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โดย ����(��, ��) จะมีคาระหวาง -1 ถึง 1 นั่นคือ 
หากมีคาเปน 1 แสดงวาอนุกรมมีพฤติกรรมทิศทาง
เดียวกัน มีคา -1 จะมีพฤติกรรมสวนทางกัน และมีคา 0 
แสดงวามีพฤติกรรมตางกัน 

4) มาตรวัดตาม Autocorrelations มีรูปแบบทั้ง 
Simple และ Partial ไดแก Autocorrelation-based 
Distance (diss.ACF) นิยามไดดังสมการที่ 5 
 

����(��, ��) = ������ ���� �
�
Ω����� ���� � (5) 

 

เ มื่ อ  ���� = ����,�� , … , ���,�� �
�, ���� =

����,�� , … , ���,�� �
� เป น เวก เตอ ร ค าป ระมาณ การ 

Autocorrelation ขอ ง XT และ  YT และมี  Ω  เป น
เมตริกซคาน้ําหนัก อานเพ่ิมเติมจาก [31] 
 

5) มาตรวัดตาม Complexity ไดแก 
ม า ต ร วั ด  Permutation Distribution 

Clustering (diss.PDC) เปนมาตรวัดที่อาศัยของการ
ก ร ะ จ า ย ข อ ง ลํ า ดั บ รู ป แ บ บ  ( Permutation 
Distribution: PD) ที่มีขนาด m-embedding และ t-
time delay ของข อมูลดั งเดิม  XT ซึ่ งสรางได จาก 
��
� ≡ {��

� = (��, ����, … , ���� ), � = 1, … � �} 
จากนั้นวัดความคลายคลึงโดยอาศัยหลักการวัดแบบ 
Euclidean Distance 

มาตรวัด Complexity-Invariant Dissimilarity 
(diss.CID) เปนมาตรวัดที่อาศัยความคลายคลึง/ความ
ตางของอนุกรมเวลาในระดับที่สูงขึ้นโดยดูที่ความ
ซับซอนของอนุกรมเวลา ซึ่ง Complexity-Invariant 
Dissimilarity นิยามไดดังสมการที่ 6 

 
����(��, ��) = ��(��, ��) �(��, ��) (6) 

 

โดย ��(��) คือ ตัวประมาณความซับซอนของ XT 
       ��(��, ��) คือ ปจจัยการปรับความซับซอน         
ดังสมการที่ 7 
 

��(��, ��) =
max {��(��), ��(��)}

min{��(��), ��(��)}
 (7) 

 

2.3 อัลกอริทึมแบบ เค-มีนส 
การจัดกลุมขอมูลดวยอัลกอริทึม k-Means (k-Means 
Algorithm) เปนเทคนิคการจัดกลุมที่มีหลักการทํางาน
ที่งาย ไมซับซอน ประมวลผลเร็ว [32], [33] สําหรับ
อัลกอริทึมในการจัดกลุมแบบ k-Means มีขั้นตอนการ
ทํางาน 5 ขั้นตอน [33] ดัง (Table 1) 
 

Table 1. The Five steps of k-Means Algorithm. 

Algorithm k-Means 

1 Decide on a values for k. 
2 Initialize k cluster centers (randomly, if 

necessary). 
3 Decide the class memberships of the N objects 

by assigning them to the nearest cluster center. 
4 Re-estimate the k cluster centers, by assuming 

the memberships found above are correct. 
5 If none of the N object s changed membership 

in the last iteration, exit. Otherwise goto 3. 
 

จากขั้นตอนในอัลกอริทึม k-Means ใน (Table 
1) มีการทํางานหลัก 5 ขั้นตอนไดแก 1) การกําหนดคา 
k เพื่อใชสําหรับแบงกลุม 2) การกําหนดจุดศูนยกลาง
ของกลุมจํานวน k จุด ซึ่งในรอบแรกอาจไดจากการสุม
รอบถัดไปจะไดจากการคํานวณ 3) จัดขอมูลใหสังกัด
กลุมโดยพิจารณาใหสังกัดในกลุมที่ขอมูลอยูใกลจุด
ศูนยกลางของกลุมน้ันมากที่สุด 4) หาจุดศูนยกลางของ
แตละกลุมใหมอีกครั้ง โดยใชคาเฉลี่ยจากสมาชิกที่ถูก
กําหนดใหสังกัดในกลุมนั้น ๆ และขั้นตอนที่ 5) หาก
สมาชิกในกลุมไมมีการเปลี่ยนแปลง หรือจุดศูนยกลาง
ไมเปลี่ยน ใหจบการทํางาน หรือไมใหเริ่มทําซํ้าขั้นตอน
ที่ 3 

 

2.4 อัลกอริทึมแบบ เค-มีดอยส 
การจัดกลุมขอมูลดวยอัลกอริทึม k-Medoids  เปน
วิธีการจัดกลุมที่อาศัยหลักการคลายคลึงกับ k-Means 
แตกตางกันที่ k-Medoids จะกําหนดจุดศูนยกลางของ
กลุมจากขอมูลที่มีอยูจริงในชุดขอมูลนําเขา และวิธีการ
วัดระยะหรือวัดความคลายคลึงโดย k-Medoids ใช
หลักการวัดระยะของ มินโควสกีที่มีคา g=1 (r=1) ซึ่งก็
คือหลักการของการวัดระยะทางแบบแมนฮัตตันน่ันเอง 
การจัดกลุมดวยอัลกอริทึม k-Medoids ที่เหมาะสมคือ
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การจัดกลุมที่มีคาใชจายสุทธิ (Total Cost) ต่ําที่สุด 
โดยทั่ วไป k-Medoids มักจะรูจั กกันดี ในชื่ อ  PAM 
(Partitioning Around Medoids) Algorithm [32], 
[34], [35], [36] สําหรับการทํางานของอัลกอริทึม            
k-Medoids มี 6 ขั้นตอน [34] ดัง (Table 2) 
 

Table 2. The Six steps of k-Medoids Algorithm. 

Algorithm k-Medoids 

1 Decide on a values for k. 
2 Select k points as the initial representative objects. 
3 Assign each point to the cluster with the nearest 

representative object. 
4 Randomly select a non-representative, object ��. 
5 Compute the total cost referencing S of swapping 

the representative object � with ��. 
6 If S < 0, then swap � with �� to form the new set 

of k representative objects and goto 3. Otherwise 
exit. 

 
จ าก ขั้ น ต อ น ใน อั ล ก อ ริ ทึ ม  k-Medoids ใน 

(Table 2) มี การทํ างานหลัก  6 ขั้ นตอนไดแก  1) 
กําหนดคา         k เพื่อใชสําหรับแบงกลุม 2) การ
กําหนดใหจุด k จุดเปนตัวแทนกลุม 3) จัดขอมูลให
สังกัดกลุมโดยพิจารณาใหสังกัดในกลุมที่ขอมูลอยูใกล
จุดศูนยกลางของกลุมนั้นมากที่สุด 4) สุมหาขอมูลใหม
ที่ไมใชจุดศูนยกลาง เพื่อใชเปนจุดศูนยกลางใหม 5) 
คํานวณ Total Cost และผลตาง Total Cost ระหวาง
จุดศูนยกลางกอนหนา และจุดที่สุมใหม 6) หาผลตาง 
Total Cost S < 0 ใหเปลี่ยนจุดศูนยกลางเปนจุดสุม
ใหม แลวไปขั้นตอนท่ี 3 ตอ หรือไมก็จบการทํางาน 

 
2.5 อัลกอริทึมการจัดกลุมแบบลําดับชั้น 
เปนเทคนิคการจัดกลุมที่มีจุดเดนในการแสดงภาพผล
การจัดกลุม [37] ในรูปแบบของแผนภาพตนไม โดย
เท ค นิ ค วิ ธี นี้ ส าม ารถ แ บ ง ได เป น  2 แ บ บ ได แ ก 
Agglomerative Hierarchical Clustering (Bottom-
Up) แ ล ะ แ บ บ  Divisive Hierarchical Clustering 
(Top-Down) [34] วิธีที่นิยมคือ Agglomerative เปน
เทคนิคการจัดกลุมซึ่งจัดเปนวิธีที่แบงกลุมไดดีมีความ
แมนยําสูง [38] แตมีขอจํากัดคือเหมาะกับชุดขอมูล

ขนาดไมใหญ ขั้นตอนการทํางานของอัลกอริทึมการจัด
กลุมแบบลําดับขั้น [33] แสดงดัง (Table 3) 
 
Table 3. The Five steps of Hierarchical 
Clustering Algorithm. 

Algorithm Hierarchical Clustering 

1 Calculate the distance between all object. Store 
the results in a distance matrix. 

2 Search through the distance matrix and find the 
two most similar clusters/objects. 

3 Join the two clusters/objects to produce a 
cluster that now has at least 2 objects. 

4 Update the matrix by calculating the distances 
between this new cluster and all other clusters. 

5 Repeat step 2 until all cased are in one cluster 
 

จากขั้นตอนใน (Table 3) มีการทํางานหลัก 5 
ขั้นตอน ไดแก 1) คํานวณระยะระหวางวัตถุแตละตัว
และเก็บไวเปนเมตริกซ 2) ตรวจสอบระยะหางระหวาง
กลุม เพื่อหากลุมที่ใกลชิดกันมากที่สุดทีละคู 3) จับคู
กลุมเพื่อจัดใหเปนกลุมเดียวกันทีละคู 4) ปรับปรุง
เมตริกซระยะหางระหวางกลุมใหม และกลุมอื่นทุกกลุม 
5) ทําซ้ําตั้งแตขั้นตอนที่  2 จนกระทั่ งกลุมทุกกลุม
รวมกันเปนกลุมเดียว จึงจบการทํางาน 

 
2.6 การจัดกลุมดวยวิธี พีดีซ ี
การจั ดกลุ ม ก ารก ระจายขอ งการ เป ลี่ ยนแปลง 
(Permutation Distribution Clustering: PDC) เสนอ
โดย[39], [40] เปนวิธีการจัดกลุมขอมูลอนุกรมเวลา
ประเภทอาศัยความซับซอนเปนฐาน (Complexity-
based Approach) ขั้นตอนการทํางานใชหลักการของ
อั ล ก อ ริ ทึ ม ก า ร จั ด ก ลุ ม แ บ บ  Agglomerative 
Hierarchical Clustering เป น พื้ น ฐ า น  [39] โ ด ย
นําเสนอหลักการสําคัญสําหรับใชในการจัดกลุมขอมูล
อนุกรมเวลา ดังนี ้

1) การแทนอนุกรมเวลาดวย รูปแบบของการ
ก ร ะ จ า ย ก า ร เ ป ลี่ ย น แ ป ล ง  (Permutation 
Distribution: PD) ซึ่ง PD ของ X’ นิยามไดจาการนับ
ความถี่ของชวงของรูปแบบ (Patterns) ที่ไมซ้ํากันของ
สมาชิกลําดับยอยใน x’ ดังสมการที่ 8 
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�� =
#{�� ∈ ��|Π(x�) = π}

��
 (8) 

 

เมื่ อ  X’ คือ  ชุดของขอมูลอนุกรมเวลาที่ถูก
จัดรูปแบบความนาจะเปนของรูปแบบการกระจายการ
เปลี่ยนแปลง x’ แลว 

2) วัดความคลายระหวาง PD ดวย Squared 
Hellinger Distance เมื่อ P และ Q แทน PD สองชุด 
ดั งนั้ น  Squared Hellinger Distance นิ ย าม ได ดั ง
สมการ 9 
 

�(�, �) =
1

√2
�√� ���

�

�
 (9) 

 

2.7 ซิลลูเอ็ต (Silhouette) 
การหาคําตอบวาควรแบงขอมูลเปนกี่กลุม (คา k) ซึ่ง
เปนองคประกอบพื้นฐานหลักของวิธีการจัดกลุม [41], 
[42] ถึงแมวาในบางเทคนิคก็ไมจําเปน และมีการพัฒนา
อัลกอริทึมที่ไมตองกําหนดคา k กอนแลวก็ตาม แตใน
ที่สุดผูใชยอมตองการระบุวาจะแบงเปนกี่กลุมจึงจะ
เหมาะสมสําหรับบางขอมูล ซึ่ง ซิลลูเอ็ต เปนมาตรวัดที่
อาศัยทั้งการยึดเหนี่ยวภายใน และการแยกกันระหวาง
กลุม โดยใชคาเฉลี่ยของระยะหางระหวางจุดกับกลุมที่
อยูใกลชิด เทียบกับจุดที่อยูภายในกลุมเดียวกัน [43] 
ดัง (Figure 2) แสดงตัวอยางการวัดระยะสําหรับหาคา 
Silhouette 

สําหรับแตละวัตถุ  xi เราสามารถคํานวณหา 
Silhouette Coefficient (si) ไดดังสมการที่ 10 ดังนี ้

 

�� =
����
��� (��) ���(��)

max �����
��� (��), ���(��)�

 (10) 

 

 
 

Figure 2. The Computation a Silhouette  
of i [13]. 

โดยที่ ���(��)  คือคาเฉลี่ยของระยะระหวางจุด 
xi กับจุดอื่นภายในกลุม  ���  ซึ่งเปนกลุมของตัวมันเองซึ่ง
หาไดดังนี ้
 

���(��) =
∑ �(��, ��)��∈����,���

���� 1
 (11) 

 

และ ������� (��)  คือคาเฉลี่ยของระยะระหวางจุด 
xi กับจุดอื่นในกลุมที่อยูใกลชิด หาไดจากสมการที่ 12 
ดังนี ้

 

����
��� (��) = min

�����
�
∑ �(��, �)�∈��

��
� (12) 

 

ดังนั้นคา Silhouette ของแตละกลุมนิยามได
จากคาเฉลี่ยของ si จากทุกขอมูลภายในกลุม ดังสมการ
ที่ 13 ดังนี ้

 

�� =
1

�
���

�

���

 (13) 

 

โดยที่ n คือ จํานวนขอมูลทั้งหมด ซึ่งจะไดวาหาก
คา SC มีคามาก ๆ เขาใกล +1 แสดงวาเปนการจัดกลุม
ที่ดี 
 

2.8 ผลรวมความผิดพลาด 
ผลรวมความผิดพลาด คือ  เครื่องมือตรวจความ
เหมาะสมในการจัดกลุม โดยการพิจารณาจากคา
ผลรวมความผิดพลาด (Sum of Squared Error: SSE) 
ในการแบ งวัตถุ ให อยู ในกลุม  โดยเฉพาะในกรณี 
Unsupervised Learning จํ า เป นต อ งมี ค าคะแนน
บางอยางเปนตัวชี้วัดหรือประเมินวากลุมท่ีจัดแบงใหกับ
วัตถุแตละตัวนั้นเหมาะสมดีแลวหรือไม ซึ่งในที่นี้จะใช
ผลรวมของคาความผิดพลาด (Sum of Squared 
Errors: SSE) นิยามไดดังสมการที่ 14 [43]   

 

���(�) =� ���� ���
�

�����

�

���

 (14) 

 

เมื่อ    xj    คือ  ขอมูลใด ๆ ตัวท่ี j 
  ��   คือ  คาเฉลี่ยของกลุม i 
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SSE เปนเครื่องมือหนึ่งที่ใชในการวัดคุณภาพของ
การจัดกลุมที่ใหผลดีไมแพกันและยังเปนที่รูจักอยาง
กวางขวาง ในการพิจารณาคา SSE ใหสังเกตกราฟที่
สรางกราฟจากความสัมพันธระหวาง SSE กับคา k ที่
กําหนด ณ  จุดเปลี่ยนความชัน (Significant Local 
Change) ห รื อ จุ ด ที่ มี ลั ก ษ ณ ะ หั ว เข า  “ knee” 
(Significant “knee”) ซึ่งเปนตําแหนงที่สามารถบงชี้
จํานวนกลุมท่ีเหมาะสม ในการจัดกลุมไดจากการศึกษา
ของ Tippaya และคณะ [14]  เกี่ยวกับการใช SSE 
เพื่อตรวจสอบหาจํานวนกลุมที่เหมาะสมสําหรับการจัด
กลุ มข อมูลสรุป ไวว าควรเลือก  k ที่ มี มี อั ตราการ
เปลี่ ยนแปลงสู งสุ ด  โดยอัตราการเปลี่ ยนแปลง 
(%Change) นิยามไดดังสมาการที่ 15 [14]  

 

%� ����	 =
(��������� �������)	 100

���������
	 (15) 

 

ตัวอยางการแสดงกราฟความสัมพันธระหวางคาk 
และคา SSE ณ จุดเปลี่ยนความชัน แสดงดัง (Figure 3) 
 

 
Figure 3. A Relationship Graph for k value  

and SSE. 
 

จ าก  (Figure 3) แ ส ด งก า รต ร วจ ส อ บ  k ที่
เหมาะสมสําหรับการจัดกลุมโดยทดลองจัดกลุมโดย
กําหนดคา k ใหมีคาตั้งแต 2 ถึง 8 แลวนํามาสรางเปน
กราฟแสดงความสัมพันธระหวางคา k และคา SSEสรุป
ไดวาการจัดกลุมนี้ควรกําหนดคา k =2 เนื่องจาก ณ k 
=2 เป น ตํ าแ ห น งที่ เป น จุ ด เป ลี่ ย น ค ว าม ชั น  (มี 
%Change มีคาสูงที่สุด) 

 
 

2.9 ชุดขอมูลสําหรับการทดลอง 
ขอมูลที่ใชในการวิจัยนี้มี 3 ชุดขอมูลไดแก ขอมูล ECG 
ข อมู ลน้ํ าท า  และขอมูลอนุ กรมเวลาสั ง เคราะห 
รายละเอียดดังนี ้
 1)  ข อ มู ล  ECG (Electrocardiogram) ห รื อ 
คลื่นไฟฟาหัวใจที่ไดจาก [44], [45] เปนขอมูลจากการ
วินิจฉัยคลื่นไฟฟาหัวใจ ซึ่งแตละอนุกรมมาจากแตละ
ขั้วไฟฟาในชวงหนึ่งการเตนของหัวใจผานการวินิจฉัย
จากผูเชี่ยวชาญ ขอมูลใชในการวิจัยครั้งนี้มีขนาด 96 
จุดเวลา มี 2 คลาสคือ ปกติ (Normal) จํานวน 133 
อนุกรม และไมปกติ (Abnormal) 67 อนุกรม รวม
ทั้งหมด 200 อนุกรม 
 2) ข อมู ลน้ํ าท าจากกรมชลประทาน [46] 
(Runoff) เปนขอมูลรายเดือนที่จัดเก็บตลอดท้ังปจาก 9 
สถานีตรวจวัดในเขต 3 จังหวัด ไดแก นครราชสีมา 
อุบลราชธานี และศรีษะเกษ ระหวางป ค.ศ. 2005-
2014 รายละเอียดดัง (Table 4) 
 
Table 4. The Details of Runoff Dataset. 

Station Catchment District Province 

M2A แมน้ํามูล เฉลิมพระเกียรต ิ นครราชสีมา 
M43A ลําตะคอง สีคิ้ว นครราชสีมา 
M145 ลําพระเพลิง ปากชอง นครราชสีมา 
M69 ลําเซบก กันทรลกัษ ศรีสะเกษ 
M5 แมน้ํามูล ราศีไศล ศรีสะเกษ 
M9 หวยสําราญ เมือง ศรีสะเกษ 
M7 แมน้ํามูล เมือง อุบลราชธาน ี
M127 หวยตาเทียว ตระการพืชผล อุบลราชธาน ี

 
 3)  ขอมูลสังเคราะห (Synthetic.tseries) หรือ 
ขอมูลอนุกรมเวลาสังเคราะห ไดจาก [31] โดยขอมูล
สังเคราะหจาก 6 โมเดลท่ีแตกตางกันโมเดลละ 3 ชุด ที่
มีทั้งแบบเชิงเสนและไมเชิงเสน รายละเอียดแตละ
โมเดล แสดงดัง (Table 5) 
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Table 5. The Details of the models of 
Synthetic Dataset. [31] 

Name Models 

AR �� = 0.6���� + ��  

Bilinear �� = (0.3 0.2����)���� + 1.0 + ��  

EXPAR �� = (0.9exp( ����
� ) 0.6)���� + 1.0 + �� 

SETAR �� = (0.3���� + 1)�(���� ≥ 0.2) (0.3���� + 1)�(���� < 0.2) + ��  

NLAR �� = 0.7|����|(2 + ���� )
�� + �� 

STAR �� = 0.8���� 0.8�����1 + exp( 10����)�
��
+ ��  

 
สําหรับรายละเอียดของขอมูลทั้ง 3 ชุดขอมูล 

เกี่ยวกับขนาดเวลา จํานวนอนุกรม และจํานวนคลาส 
แสดงดัง (Table 6) และแสดงตัวอยางรูปรางอนุกรม
เวลาของขอมูล ECG ขอมูล Runoff และขอมูล
สังเคราะหดัง (Figure 4) ที่ (a), (b) และ (c) ตามลําดับ 
 
Table 6. The Dataset details for the 
Experimental. 

Dataset Length Samples Class 

ECG200 96 200 2 
Runoff 120 9 - 
Synthetic 200 18 6 
 

 

(a) ECG Dataset 

 
(b) Runoff Dataset 

 
(c) Synthetic Time-series 

 

Figure 4. An Example for Shape of Time-series. 
 
จาก (Figure 4) ที่ (a) เปนตัวอยางรูปรางอนุกรม

ขอมูล ECG ซึ่งเปนขอมูลที่ทราบกลุมที่แทจริง ซึ่งมี 2 
กลุมไดแกกลุม 1 คืออนุกรม S2 และ S5 กลุม 2 คือ 
S1, S3 และ S4 ซึ่งพบวาขอมูล ECG คอนขางเปน
ขอมูลที่มีรูปรางที่แตกตางกันชัดเจนระหวางสองกลุม 
ใน (b) เปนตัวอยางรูปรางอนุกรมขอมูล Runoff ซึ่ง
เปนขอมูลที่ไมทราบกลุมที่แทจริง แตหากจะพิจารณา
ตามเขตจังหวัดก็ยากตอการจัดกลุมตัวอยางเชน สถานี 
M43A และ M2A เป นข อมูลจากสถานี ในจั งหวัด
เดียวกัน แตมีรูปรางแตกตาง และยังไปคลายคลึงกับ
สถานี M69 ซึ่งเปนสถานีในจังหวัดหมายเลข 3  สวน 
(c) เปนตัวอยางอนุกรมเวลาจากขอมูลสังเคราะห เปน
อนุกรมที่มีความซับซอนของรูปราง แตสังเคราะหจาก
โมเดลท่ีแตกตาง จึงคอนขางจําแนกไดงายกวาเมื่อเทียบ
ที่ความซับซอน 
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Figure 5 The Proposed of the Research Framework. 
 

2.10 วิธีดําเนินการวิจัย 
เพื่อเปนการตรวจสอบแนวคิดที่นําเสนองานวิจัยนี้ได
ออกแบบกรอบในการดําเนินงานวิจัย โดยมีขั้นตอนการ
ทํางาน (Figure 5) ซึ่งสรุปขั้นตอนไดดังน้ี 

1) นํ า เข าข อมู ลอนุ กรมเวลาดั้ ง เดิม  (Raw 
Time-series) 

2) ขั้นตอนการแทนอนุกรมเวลา โดยอาศัย
แนวคิดการแยกองคประกอบและวิเคราะหหาตัวแทน
องคประกอบที่เหมาะสม (งานวิจัยนี้นําเสนอ) 

3) เมื่อไดตัวแทนองคประกอบแลว กําหนดให
ตัวแทนองคประกอบเปนตัวแทนอนุกรมเวลาสําหรับ
การจัดกลุม 
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(Trend, Seasonal, Remainder) 

    Time-series Representation 

Agents of Time-
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4) วัดความคลายคลึ ง/ความต าง ระหวาง
ตัวแทนอนุกรมเวลาที่ไดจากแนวคิดที่นําเสนอ ดวย 6 
มาตรวัดไดแก Euclidean Distance, Dynamic Time 
Warping, Integrated Periodogram, Temporal 
Correlation Coefficient, Autocorrelation-based, 
Permutation Distribution Clustering, Complexity-
Invariant Dissimilarity 

5) จัดกลุมขอมูลอนุกรมเวลาดวย 4 เทคนิค 
ไ ด แ ก  k-Means,  k-Medoids, Hierarchical 
Clustering และ PDC 

6) ประเมินผลการจัดกลุม ดวยคาซิลลูเอ็ต คา
ผลรวมความผิดพลาด และตรวจสอบความคลายคลึง
ของอนุกรมจากแผนภาพผลลัพธของการจัดกลุม 

7) ผลลัพธท ายสุดของการจัดกลุมสํ าหรับ
งานวิจัยนี้ คือ ตัวแทนขอมูลอนุกรมเวลาที่ใหคา k ที่
เหมาะสมสําหรับการจัดกลุม 
 
2.11 การกําหนดตัวแทนอนุกรมเวลา 
ในงานวิจัยนี้ไดนําเสนอวิธีการแทนอนุกรมเวลาโดย
วิเคราะหหาตัวแทนองคประกอบอนุกรมเวลา เพื่อชวย
ลดรูปแบบที่ไมสําคัญ หรือเพิ่มความโดดเดนชัดเจน
ใหกับรูปรางของ Raw Data และวิเคราะหหาตัวแทน
ขององคประกอบที่สามารถกําหนดเปนตัวแทนอนุกรม
เวลาได โดยแนวคิดของวิธีการที่นําเสนอแสดงไดดัง 
(Figure 5) (ภายในสี่เหลียมทึบ) มีขั้นตอนการทํางาน 
ดังตอไปนี ้

1) แ ย ก อ งค ป ร ะ ก อ บ ข อ งอ นุ ก ร ม เวล า 
กําหนดให XT คืออนุกรมเวลาที่มีขนาดเวลา เปน T จะ
ไดองคประกอบของอนุกรมเวลาดังตอไปนี ้

Trend(XT)  =  องคประกอบที่เปนคาแนวโนม 
ซึ่งเบื้องตนไดจากการคํานวณดวย Moving Average 

Seasonal(XT)  =  องคประกอบที่เปนฤดูกาลไดจาก 
=  XT - Trend(XT) 

Random(XT)   = องคประกอบสวนที่เหลือจาก XT 
แยก Trend(XT) และ Seasonal(XT) ออกไป 
  = (XT - Trend(XT)) - Seasonal(XT) 
 

จากตัวอยางองคประกอบของอนุกรมเวลา ขอมูล 
Runoff ใน (Figure 6) ซึ่งแสดงองคประกอบของขอมูล 
Runoff โ ด ย แ ส ด ง  Trend, Seasonal, Random 
(Remainder Part) และ Agent ใน (a), (b), (c) และ 
(d) ตามลําดับ 

2) วิเคราะหหาตัวแทนองคประกอบอนุกรม
เวลาที่เหมาะสม เพื่อใชเปนตัวแทนขอมูลอนุกรมเวลา
ทั้งชุด โดยการทดสอบความสามารถในการแบงแยก
ขององคประกอบแตละตัว จากนั้น ออกแบบตัวแทน
องคประกอบ ดังนี ้
 Agent1 =  Trend(XT) 
 Agent2 =  Seasonal(XT) 
 Agent3 = SeasonalAdjust (Seasonal(XT)) 
 Agent4 =  TrendAdjust(Trend(XT)) 

3) กําหนดตัวแทนองคประกอบเพื่อเปนตัวแทน
อนุกรมเวลา ซึ่งทดลองจัดกลุมขอมูลโดยใชตัวแทน
องคประกอบจากขั้นตอนที่ 2 ซึ่งเมื่อกําหนดตัวแทน
องคประกอบจะไดผลลัพธอนุกรมดัง (Figure 7) 
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(a) Trend (b) Seasonal 

  
(c) Random (Remainder Part) (d) Agent(SeasonalAdjust) 

Figure 6. An Example of the Results for Runoff Representative. 
 

3. ผลการวิจัย 
สําหรับผลการวิจัย โดยใชตัวแทนอนุกรมเวลา และ
ตรวจสอบการจัดกลุมตามแนวคิดที่นําเสนอ ไดผล
ดังตอไปนี ้
3.1 ผลการกําหนดตัวแทนอนุกรมเวลา 
จากการทดลองจัดกลุมขอมูลกับตัวแทนอนุกรมเวลาท้ัง 
6 Agents ตัวแทนอนุกรมเวลาที่ เหมาะสมที่ไดจาก
งานวิจัยนี้ คือตัวแทนอนุกรมเวลาที่ใหผลการทดลอง
สอดคลองกันทั้ง 3 ชุดขอมูล คือตัวแทนองคประกอบ 
Agent3 (ป รั บ  Seasonal: SeasonalAdjust) โ ด ย
ตัวแทนอนุกรมเวลาขอมูล ECG ขอมูล Runoff และ
ขอมูลสังเคราะห ที่ไดแสดงดัง(Figure 7) ที่ (b), (d) 
และ (f) ตามลําดับ 

จาก  (Figure 7) เป นการแสดงเปรียบ เที ยบ
ผลลัพธตัวแทนอนุกรมเวลากับขอมูลดังเดิม (Raw 
Data) สําหรับขอมูลแตละชุด ซึ่งพบวาลักษณะของ
อนุ กรมที่ มี ความชัด เจนขึ้นคือข อมูล  Runoff ดั ง
ตัวอยางตัวแทนอนุกรมของขอมูล Runoff ที่สถานี 
M69 และ M34A เปนตน สวนตัวแทนของ ECG และ 

ขอมูลสังเคราะหมีการเปลี่ยนแปลงของรูปรางเพียง
เล็กนอย 
3.2 ผลการจัดกลุมขอมูล 
เมื่อนําตัวแทนอนุกรมที่ไดจากการวิเคราะหไปจัดกลุม
ด ว ย เท ค นิ ค  4 อั ล ก อ ริ ทึ ม  ไ ด แ ก  k-Means, 
Hierarchical Clustering (Hclust), Permutation 
Distribution Clustering (PDC) และ k-Medoids ซึ่ง
รายละเอียดของผลการจัดกลุมแบงออกเปน 2 สวน
ดังตอไปนี ้

1) ประเมินคา k ที่เหมาะสมสําหรับการจัดกลุม
อนุกรมเวลาจากผลการทดลองเมื่อประเมินจากการ
พิจารณาคา k ที่สอดคลองกันทุกชุดขอมูล ทั้งจากคา
ซิ ล ลู เอ็ ด  แ ล ะ ค าผ ล รวม ค วาม ผิ ด  คื อ ตั วแ ท น
อ งค ป ร ะ ก อ บ  Agent3 (SeasonalAdjust) นั่ น คื อ
ตัวแทนองคประกอบที่ไดจากการปรับแตง Seasonal 
ซึ่งใชกับวิธีวัดความคลายคลึงแบบ PDC ผลการวิจัย
แสดงไดดัง (Table 7-9) เมื่อพิจารณาแตละชุดขอมูลมี
รายละเอียดดังนี ้
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 (a) Raw Data: ECG Dataset (b) Agent (SeasonalAdjust): ECG Dataset 

 (c) Raw Data: Runoff Dataset (d) Agent (SeasonalAdjust): Runoff Dataset 

 (e) Raw Data: Synthetic Time-series (f) Agent (SeasonalAdjust): Synthetic Time-series 

Figure 7. The Comparison of Raw Data and Time-series Representative. 
 

จาก (Table 7) เปนผลการตรวจสอบความ
เหมาะสมดวย ซิลลูเอ็ต และผลรวมความผิดพลาด 
สําหรับขอมูล ECG ซึ่งพบวา Raw Data ใหคา k ที่
สอดคลองกันในทุกอัลกอริทึมการจัดกลุม เมื่อวัดความ
ค ล า ย ค ลึ ง ด ว ย วิ ธี แ บ บ  Periodograms (IN.PER), 
Autocorrelation-based (ACF) แ ล ะ ป ร ะ เ ภ ท 
Complexity-based (ไ ด แ ก วิ ธี  Complexity-
Invariant Dissimilarity: CID และ PDC) 

จาก (Table 9) เปนผลการตรวจสอบสําหรับ
ขอมูลสั งเคราะห  ซึ่ งพบวา Raw Data ให ค า k ที่
สอดคลองกันในทุกอัลกอริทึมการจัดกลุมเมื่อวัดความ
คลายคลึ งดวย Raw Data เปนฐาน และประเภท 
Temporal Correlation Coefficient (CORT) เ มื่ อ
พิจารณาขอมูล Runoff จาก (Table 8) จะแตกตาง
ขอมูลทั้งสองชุดที่กลาวไปแลว คือ Raw Data ของ
ขอมูล Runoff ใหผลสอดคลองกันทั้งคาซิลลูเอ็ด และ
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คาผลรวมความผิดพลาดแคบางอัลกอริทึม และบาง
วิธีการวัดความคลายคลึงเทาน้ัน 

2) แผนภาพแสดงการจัดกลุมอนุกรมเวลา 
เมื่อนําตัวแทนองคประกอบ Agent3 จากขอมูล

ทั้ง 3 ชุดไปจัดกลุม โดยวัดความคลายคลึง และจัดกลุม
ขอมูลอนุกรมเวลาวิธีแบบ PDC โดยเปรียบเทียบกับ
ผลลัพธกับการจัดกลุม Raw Data แสดงผลการวิจัย
ของขอมูล ECG ไดดัง (Figure 8) ผลการวิจัยของขอมูล 
Runoff ดัง (Figure 9) และผลการวิจัยสําหรับขอมูล
สังเคราะห ดัง (Figure 10) ตามลําดับ 
 

3.3 การอภิปรายผล 
จากผลการวิจัยสามารถอภิปรายผลไดดังตอไปนี ้

1)  จากผลการวิจัยสําหรับขอมูล ECG ใชอนุกรม
เวลา 10 อนุกรมในการจัดกลุม ดัง (Figure 8) พบวา
เมื่ อ นํ าข อ มู ล  Raw Time-series ไป จั ด ก ลุ ม โด ย
กําหนดคา k=2 ไดผลลัพธดังรูป (a) และเมื่อตรวจสอบ
กลุมจริงจากรูป  (b) จะพบวามีการจัดผิดกลุม  2 
อนุกรมคือ S5 และ S10 และหากพิจารณาที่อนุกรม 
S2, S6 และ S9 ที่ถูกจัดใหอยูในกลุมเดียวกัน จะพบวา
รูปรางของอนุกรมทั้ งสามแตกตางอยางเห็นไดชัด 
โดยเฉพาะอนุกรม S2 

 

Table 7. The Comparison of k values on Silhouette (sc) and SSE: ECG Dataset. 

Representation 

Distance 
Measures 

EUCL DTW IN.PER ACF CORT CID PDC 

Clustering 
Algorithms sc sse sc sse sc sse sc sse sc sse sc sse sc sse 

Raw Data k-Means 3 2 3 2 2 2 2 2 3 2 2 2 2 2 

  Hclust 5 2 2 2 2 2 2 2 5 3 2 2 2 2 

  PDC 2 2 2 2 2 2 2 2 2 2 2 2 2 2 

  k-Medoids 3 2 3 2 2 2 2 2 3 2 2 2 2 2 

SeasonalAdjust k-Means 4 2 2 2 2 2 2 2 3 3 3 3 2 2 

  Hclust 5 2 2 2 2 3 2 2 5 3 2 2 2 2 

  PDC 5 2 2 2 2 2 2 2 2 2 2 2 2 2 

  k-Medoids 3 2 3 2 2 2 2 2 3 2 2 2 2 2 

 

Table 8. The Comparison of k values on Silhouette (sc) and SSE: Runoff Dataset.  

Representation 

Distance 
Measures 

EUCL DTW IN.PER ACF CORT CID PDC 

Clustering 
Algorithms sc sse sc sse sc sse sc sse sc sse sc sse sc sse 

Raw Data k-Means 2 3 2 3 2 7 2 8 3 3 3 3 8 7 

  Hclust 2 3 2 3 2 2 2 8 2 2 2 2 2 2 

  PDC 8 6 8 6 2 8 2 7 8 6 8 3 2 2 

  k-Medoids 2 3 2 3 2 2 2 8 2 2 2 2 2 2 

SeasonalAdjust k-Means 2 3 2 8 2 7 2 7 3 3 3 3 7 7 

  Hclust 2 3 2 3 2 2 2 8 2 2 2 2 2 2 

  PDC 8 8 8 8 2 8 8 8 8 8 8 8 2 2 

  k-Medoids 2 3 2 3 2 2 2 8 2 2 2 2 2 2 
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Table 9. The Comparison of k values on Silhouette (sc) and SSE: Synthetic Dataset. 

Representation 

Distance 
Measures 

EUCL DTW IN.PER ACF CORT CID PDC 

Clustering 
Algorithms sc sse sc sse sc sse sc sse sc sse sc sse sc sse 

Raw Data k-Means 2 2 2 2 2 2 3 8 2 2 5 2 7 2 

  Hclust 2 2 2 2 3 3 2 2 2 2 2 2 2 2 

  PDC 2 2 2 2 2 2 2 2 2 2 2 2 2 2 

  k-Medoids 2 2 2 2 4 2 2 2 2 2 2 2 2 2 

SeasonalAdjust k-Means 2 2 2 2 4 4 7 3 2 2 2 2 2 2 

  Hclust 2 2 2 2 4 2 2 2 5 2 2 2 2 2 

  PDC 2 2 2 2 2 2 2 6 2 2 2 2 2 2 

  k-Medoids 2 2 2 2 4 2 2 2 5 2 3 2 2 2 

 
 

   

(a) ECG Raw Time-series with PDC (b) Ground-truth Vs. PDC Result (Raw Data) 

  
(c) Ground-truth Vs. PDC Result (Raw Data) (d) Ground-truth Vs. PDC Result (Agent3) 

 

Figure 8. The Comparison of the Clustering Results for ECG Dataset and Representative. 
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(a) Runoff Raw Time-series with PDC (b) Runoff Agent3 with PDC 

Figure 9. The Comparison of the Clustering Results for Runoff Dataset and Representative. 
 

เมื่อนําตัวแทนอนุกรม Agent3 ไปจัดกลุมโดย
กําหนดคา k=2 ไดผลลัพธดังรูป (c) และเมื่อตรวจสอบ
กลุมจริงจากรูป (d) จะพบวาจัดกลุมไดถูกตองตามกลุม
จริงทุกอนุกรม และหากพิจารณาที่รูปรางของอนุกรม
จะเห็นวาอนุกรมที่อยูในกลุมเดียวกันมีความคลายคลึง
กันอยางมาก ซึ่งจัดวาเปนความคลายคลึงกันอยางมี
ความหมาย 

2)  จากผลการวิจัยสําหรับขอมูล Runoff ในการ
จัดกลุม ดัง (Figure 9) พบวาเมื่อจัดกลุม Raw Data ที่
คา k=2 ไดผลลัพธดังรูป (a) จะพบวาอนุกรมที่ถูกจัด
กลุมแยกออกคือ M69 ซึ่งมีรูปรางคลายคลึงเล็กนอยกับ
บางอนุกรม เชน M7 หรือ M42 แตพิจารณากลุมใหญ 
จะพบวามีบางอนุกรมที่รูปรางแตกตางจากอนุกรมอื่น
อยางมาก เชน M43A เปนตน จึงวิเคราะหไดวาการจัด
กลุมนี้อาจยังไมเหมาะสมเทาที่ควร 

เมื่อนําตัวแทนอนุกรม Agent3 ไปจัดกลุมโดย
กําหนดคา k=2 ไดผลลัพธดัง (b) จะพบวาอนุกรม 
M42 และ M9 ถูกจัดกลุมใหอยูในกลุมเดียวกันนั้น มี
ความคลายคลึงกันมากที เดียว ซึ่งจัดวาเปนความ

คลายคลึงกันอยางมีความหมาย ในขณะที่อนุกรมที่ถูก
จัดใหอยูในอีกกลุมสวนใหญจะมีรูปรางใกลเคียงกัน มี
บางอนุกรมที่คลายคลึงกับกลุมแรก เชน M5 เปนตน 

3)  สํ าหรับผลการวิจั ยในการจัดกลุมขอมูล
สังเคราะห ดัง (Figure 10) พบวาเมื่อจัดกลุมกับ Raw 
Data และตั วแทนอนุ ก รม  Agent3 ที่ ค า  k=2 ได
ผลลัพธดังรูป (a) และ (c) พบวาใหผลลัพธใกลเคียงกัน
มาก ตางกันเพียงอนุกรมเดียวคืออนุกรม SETAR.1 ซึ่ง
จัดกลุมโดยการแทนดวย Agent3 จะจัด SETAR.1 
คลายคลึงกับ STAR.3 ในขณะที่จัดกลุมกับ Raw Data 
จะมองวา SETAR.1 คลายคลึงกับ NLAR.1 มากกวา 
เมื่อพิจารณาที่อนุกรม AR.1, AR.2 และ AR.3 ในรูป 
(c) เปรียบเทียบกับกลุมจริงในรูป (d) ซึ่งเปนอนุกรมที่มี
กลุมจริงอยูกลุมเดียวกัน พบวาเมื่อใชตัวแทนเปน 
Agent3 จะใหผลลัพธการจัดกลุมไดเหมาะสมกวาใช
เมื่อ Raw Data ในการจัดกลุม และในการวัดความ
คลายคลึงสําหรับตัวแทนอนุกรมยังถูกมองวามีความ
คลายคลึงกันมากท่ีสุดอีกดวย 
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(a) Synthetic Raw Time-series with PDC (b) Ground-truth Vs. PDC Result (Raw Data) 

  
(a) Synthetic Agent3 with PDC (b) Ground-truth Vs. PDC Result (Agent3) 

Figure 10. The Comparison of the Clustering Results for Synthetic Dataset and Representative. 

4. สรุปและเสนอแนะ 
ในงานวิจัยนี้ไดนําเสนอวิธีการสําหรับตรวจสอบความ
เหมาะสมของการจัดกลุมขอมูลอนุกรมเวลาตามรูป 
โดยอาศัย ซิลลูเอ็ต และคาผลรวมความผิดพลาดเปน
พื้นฐาน รวมกับการนําเสนอวิธีการแทนอนุกรมเวลา
ดวยตัวแทนขององคประกอบ โดยทดลองกับขอมูล
สังเคราะหและขอมูลจริงจํานวนทั้งหมด 3 ชุดขอมูล 
เปรียบเทียบผลการทดลองกับวิธีการวัดความคลายคลึง 
6 วิธี และจัดกลุมดวยเทคนิคแบบลําดับชั้น ไดแกการ
จั ด ก ลุ ม แ บ บ  Agglomerative Hierarchical 
Clustering แ ล ะ  Permutation Distribution 
Clustering แ ล ะ แ บ บ แ บ ง แ ย ก  ได แ ก  k-Means 
Algorithm และ k-Medoids Algorithm ผลการวิจัย
พบวาวิ ธีที่ นํ า เสนอสามารถแสดงจํ านวนกลุ มที่
เหมาะสมสอดคลองกันท้ังซิลลูเอ็ด และคาผลรวมความ

ผิดพลาด เมื่อใชงานรวมกับการวัดความคลายคลึง/
ความตาง ประเภท Complexity-based โดยทุกชุด
ข อมู ลจะ ให ผลสอดคล อ งไป ในทิศทางเดี ย วกั น 
นอกจากนี้เมื่อตรวจสอบแผนภาพการจัดกลุมจะพบวา
อนุกรมเวลาที่ถูกจัดใหอยูในกลุมเดียวกันจะมีความ
คลายคลึงกันตามรูปมากกวา ซึ่งสะทอนใหเห็นถึงการ
จัดกลุมที่มีความคลายคลึงอยางมีความหมาย 
 แนวทางวิจัยในอนาคต เพื่อชวยใหสามารถลด
มิติของขอมูล หรือปริมาณการคํานวณความคลายคลึง 
โดยเฉพาะขอมูลที่มีขนาดใหญอยางเชน EEG สามารถ
วิจัยเพื่อคนหาตัวแทนอนุกรมเวลาที่ลดมิติไดมากขึ้น 
และวิจั ย เพื่ อคนหาวิธีก ารวัดความคล ายคลึ ง ที่
เหมาะสมกับตัวแทนอนุกรมเหลาน้ัน 
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